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あらまし 非負値行列因子分解（NMF）は、音響信号や

画像、文書データなどから頻出するパターンを抽出する

技術として盛んに研究されてきた。しかし、NMF は一

般に、(i) 分解の非一意性、(ii) 目的関数の非凸性、(iii) パ

ターン数推定誤差への性能依存性の問題を抱えている。

本研究では、これらの問題点を解決すべく、目的関数を

損失関数（Kullback-Leibler/Dual-Itakura-Saito ダイ

バージェンス）、非負値制約を満たすための指示関数、

複数の正則化項の和として設計し、これを効率的に最

適化する手法を与えた。正則化項には、全変動、ブロ

ック L1 ノルム、（通常の）L1 ノルムが含まれる。ダ

イバージェンス関数の滑らかな近似として Moreauエ

ンベロープを導入するとともに、「指示関数、ブロック

L1 ノルム、L1 ノルムの和の近接写像が閉形式で与え

られる」ことを示した。これにより、補助変数フリー

な Proximal Forward-Backward Splitting（PFBS）

法を用いて、近似問題の解を求めることができる。計

算機シミュレーションにより、提案法の有効性を例証

した。 

１．研究背景と目的 

非負値行列因子分解（NMF）は、非負値行列 Y（各

成分が 0 以上の実数値を取る行列）を 2 つの非負値行

列 W と H の積に分解する数理問題である。この問題

は、遅くとも 1970 年代には研究されていたが、20 世

紀の終わりに学術誌  Nature に掲載された Lee, 

Seung の論文が火種となって広く研究されるように

なった[1]。図 1 に、音楽データ解析への応用例を示す。

行列 Yの列ベクトルは、楽曲を短い時間窓で短時間フ

ーリエ変換した（局所）周波数スペクトルの振幅（ま

たは電力）を表している。簡単に言えば、楽曲に含ま

れる局所的な周波数成分の時間変化を図示している。

これをスペクトログラムという。図の例では、3 つの

楽器音、つまりピアノ（ド）、フルート（レ）、ヴァイ

オリン（ミ）が順に演奏される。右辺の第一項は、ピ

アノ（ド）に対応する音を「スペクトル（周波数情報）」

と「音量変化」に分解したものである（楽器音にはハ

ーモニクスと呼ばれる倍音（高調波）成分が含まれる

ため、複数のピークが立つようなスペクトルが見られ

る）。ピアノ（ド）は、前半部分のみ演奏されるため、

後半部の音量はゼロとなっているのが分かる。この右

辺のような分解を得ることが NMF の目的である。図

の例では、分かりやすさのため単音の場合を描いてい

るが、一般には、複数の楽器音が混ざった混合信号に

対応するスペクトログラムが初めに得られる。しかし、

複数のスペクトルが混ざった複雑なスペクトログラム

を見ても、意味のある情報は得られにくい。右辺のよ

うに分解することで、自動採譜（楽譜を自動生成する

技術）や音源分離（楽器音毎の音源に分離する技術）

に役立てることができる。この右辺の分解を行列表現

したものが、その下に描かれている。 

各楽器音のスペクトル（列ベクトル）をまとめたも

のが行列 W、音量変化（行ベクトル）をまとめたもの

が行列 H である。本研究では冗長な行列 W を用いる

ため、実際には演奏されない楽器音に該当するスペク

トルも W に含まれている（理由は後述する。）同原理

より、顔画像をパーツ（目、鼻、口、耳など）に分解

できるという例も報告されている。他にも、文書・生

体信号・遺伝子など、幅広いデータの解析に NMF を

応用できるため、盛んに研究されてきた。 
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NMF のアプローチは、教師なし学習と教師付き学

習に大別される。教師なし学習では W と H が両方と

も未知であると仮定するのに対して、教師付き学習で

は（予め、各楽器音単独のスペクトルの情報が入手可

能である状況を想定して）W が既知であると仮定して

H を推定する。教師なし学習は、後述のように非凸性

に起因する問題や W の列数決定の正確性が求められ

るなど、様々な問題点を抱える。いずれにアプローチ

も、「適切な目的関数」と「最適化アルゴリズム」の設

計が問題解決の鍵となる。 

Y と WH の誤差を図る損失関数としては、ユークリ

ッド距離を用いた 2乗誤差関数の他、Kullback-Leibler

（KL）ダイバージェンスや板倉斎藤（IS）ダイバージ

ェンスなどが用いられてきた。最適化アルゴリズムは、

Lee, Seung らによって提案された  Multiplicative 

updates（MU）[1]が広く用いられている。この手法

は、非負値の実数を乗算することで係数を更新する（実

数の減算によって係数を更新する最急降下法と対照的

である）。初期推定行列を非負値に選んでおけば、非 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

負値性が自動的に担保される。このアプローチの基本

原理は Majorization Minimization（MM）アルゴリ

ズム（例えば、Hunter, Lange らの論文参照方[2]）で

あり、上界関数を求めるのに骨が折れる場合がある。

他にも、Projected Gradient Method（PGM）やProximal 

Forward-Backward Splitting （ PFBS ） Method, 

Alternating Direction Method of Multipliers（ADMM）

などを用いた研究例も見られるが、NMF 研究の総数

と比べて相当に限定的である。 

NMF は幾つかの問題点を抱えている。以下、問題

点を整理する。 

 

(1) 一般に解の一意性が保証されない（実際、強い条

件の下、並び換えと定数倍の任意性を除いて、一意

に分解できることが知られている[3]-[6]。 

(2) 非凸最適化問題として一般に定式化されるため、大域

的な最適化が困難であり、初期値依存性や局所解（ま

たは停留点）に収束してしまうなどの問題が生じる

（同問題はNP困難であることが知られている[7]。 

図１ 非負値行列因子分解（NMF）を音楽データに適用した例 
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(3) 行列Wの列数（音楽データの場合、音源数に対応）

の推定が重要であり、推定が不正確である場合、深

刻な性能劣化を招く要因となる。 

 

これらの問題点を解消するための新しい学習パラダ

イムの構築を目的として研究を行なった。本稿では、

本研究で得られた主要成果の概要を述べる。基本的な

アイデアは、「冗長な」行列 W（例えば、想定し得る

全ての楽器音の周波数スペクトル）を用意し、NMF

を「行列 H に関するスパース最適化問題」として定式

化することである。ここでいう「想定し得る全ての楽

器音」とは、必ずしも実際に楽曲で用いられているも

のと同一のものとは限らない（例えば、楽曲は市販の

CD などのデータであり、W の列ベクトルは別のデー

タベースの音源を用いる状況を想定している）。この点

が、他の教師付き NMF とは異なる。 

行列 H を高精度で推定するために、WH と行列 Y

の合致性を測る損失関数（データ忠実項）と非負値制

約に加えて、3 つの罰則項（ブロック L1 ノルム、L1

ノルム、全変動）を導入する（図 1 参照）。これによ

り、非負値行列因子分解は「微分可能な関数」と「複

数の微分不可能な関数」の和の最小化問題として定式

化される。損失関数は、2 乗誤差、KL ダイバージェン

スに加えて、「双対板倉斎藤（Dual-IS）ダイバージェ

ンス」を検討した。ブロック L1 ノルムと L1 ノルムの

利用はスパース最適化に関係しているので、興味のあ

る読者は、拙稿[8]とその参考文献を参照されたい。次

節以降で、その詳細について述べ、自動採譜への応用

で得られた結果を紹介する。 

 

２．複数の正則化項を用いた凸最適化アプローチ 

幾つかの研究を経て、最終的に行きついた結果を学

術論文（Yukawa, Kagami, 投稿中[14]）にまとめた。

以下、その内容を説明する中で、途中経過で得られた

成果についても触れる。 

損失関数は、前節で述べたように、2 乗誤差、KL

ダイバージェンス、Dual-IS ダイバージェンスの 3 種

類を検討した。理由は、全て凸関数であるため、大域

的最適化が可能であることと、最適化する際に利用す

る近接写像が計算できるからである。ここで、近接写

像とは劣微分のレゾルベントであり、滑らかでない（一

般に不連続な）凸関数の最適化における強力なツール

として現代の最適化数学で頻繁に利用されている（詳

しくは、例えば、文献[19]）。前節で述べた問題点(1)

（分解の非一意性問題）に対処する手段として、先験

情報の利用が有効であると考える。音楽データの場合、

音量は連続的に変化するため、全変動（時間的に隣接

する係数同士の差分の 2 乗和）を正則化項として目的

関数に加える。また、Wに含まれるスペクトルと Y に

含まれる実際の楽器音のスペクトルの誤差や雑音の影

響により、実際の楽器音のスペクトルと似た別のスペ

クトルが誤って得られてしまうことが実験で明らかに

なった。このため、正しいスペクトルを得るための手

段として、行列 H の各行ベクトルのユークリッドノル

ム和（ブロック L1 ノルムという）を第二の正則化項

として加える。さらに、各楽器音は楽曲の中で部分的

に演奏されるため、無音区間に誤差が生じないように

通常の L1 ノルムも第三の正則化項として加える。指

示関数（非負値であれば 0、そうでなければ無限大を

取る関数）を目的関数に加えることで、非負値性が保

証される。 

まとめると、NMF 問題は、以下の目的関数の最小

化問題として定式化される。 

損失関数（2乗誤差、KLダイバージェンス、Dual-IS

ダイバージェンスなど）+ 全変動 + 指示関数 + 

ブロック L1 ノルム +  L1 ノルム 

KL ダイバージェンスと Dual-IS ダイバージェンス

は、正の領域のみを定義域とすることが多いが、凸最

適化の枠組みで扱いやすくするため、0 以下の領域で

無限大を取るものとして、定義域を実数全体に拡張す

る。値域は実数全体の集合に無限大（＋∞）を加えた

集合である。このように定義すると、目的関数に含ま

れる全ての項は、（ユークリッド空間全体で定義された）

下半連続な真凸関数である。ここで、下半連続とは、

関数のグラフを任意のレベルで横にスパッと切った切

り口が閉集合になるという性質である。正確には、全

ての実数αに対して、f(x)¥leqαを満たす x 全体の集

合（レベル集合と呼ばれる）が閉集合になるとき、関

数 f(x)は下半連続であるという。レベル集合が常に凸
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集合である（集合内の任意の 2 点を結ぶ線分がその集

合に完全に含まれる）とき、関数 f は凸関数であると

いう。特に、関数 f(x)が少なくとも一点で実数値を取

るとき、f(x)は真凸関数であるという。 

まず初めに、損失関数が 2乗誤差の場合を検討した。

損失関数 + 全変動は滑らかであり、指示関数、ブロ

ック L1 ノルム、L1 ノルムのそれぞれの近接写像は容

易に計算できる。実際、指示関数の近接写像は非負値

領域への距離射影であり、行列の各成分に対して、そ

れが負値であれば 0 にする、0 以上の値であれば、そ

のままの値に保つという操作で計算できる。ブロック

L1 ノルムの近接写像は、各行ベクトルの長さ（ノルム）

を一定値 λ（＞0）だけ縮め、元の長さがλ以下であ

れば、0 ベクトルとするという操作で計算できる。L1

ノルムの近接写像は、よく知られる shrinkage 作用素

であり、各成分の大きさから一定値 γ（＞0）減じ、

元の絶対値が γ 以下であれば 0 値とするという操作

で計算できる。従って、この場合の最適化問題は、

Generalized Forward-Backward Splitting（GFBS）

Method を用いて解くことができる。GFBSは一般に、

「滑らかな関数」と複数の「近接写像が計算可能な関

数」の和の最小解に収束する点列を生成する逐次アル

ゴリズムである。ここで、近接写像が計算可能な関数

は滑らかでなくてもよく、もっというと不連続であっ

てもよい（指示関数は不連続関数である）。これが、

Morikawa, Yukawa のアプローチ[9]である。さらに、

音源が鳴っている区間を推定して、これに基づく局所

的なブロック L1 ノルムに変更することで、1 オクタ

ーブ上の音階に誤って採譜してしまうというエラーを

抑止できることを示した。これが Morikawa, Yukawa, 

Kikuchi のアプローチ[10]である（APSIPA-ASC 2015 

Best Paper Award を受賞）。 

次に、KL ダイバージェンスと Dual-IS ダイバージ

ェンスを目的関数として利用することを検討した。こ

の場合、目的関数は滑らかでないため、GFBS をその

ままの形で適用することはできない。目的関数は「近

接写像が計算可能な関数」と「線形写像」の合成写像

となっており、標準的な凸最適化アルゴリズム

ADMM で解くことができる。これが、Kagami, 

Yukawa のアプローチ[11]である。 

ADMM はポピュラーな手法であるが、補助変数を

利用するため、メモリ効率が低い。補助変数を利用し

ない PFBS で解くことができれば、もっと効率良く問

題を解くことができる。これを可能にする鍵は 2 つあ

る。1 つは、滑らかでない目的関数（KL ダイバージェ

ンスと Dual-IS ダイバージェンス）を Moreau エンペ

ロープ[19]で近似することである。元の関数が下半連

続な真凸関数であれば、Moreau エンペロープはいつ

でも滑らかな関数となり、勾配方向は近接写像を適用

する前後の点の差分ベクトルで与えられる。KL ダイ

バージェンスとDual-ISダイバージェンスの近接写像

は、閉形式で与えられるため、これらの Moreau エン

ペロープの勾配は簡単に計算できる。従って、2 乗誤

差のときと同様、損失関数 + 全変動は滑らかな関数

となる。2 つ目の鍵は、目的関数に含まれる残りの項

（すなわち指示関数 + ブロック L1ノルム + L1ノル

ム）を一つの関数とみたときの近接写像が計算可能で

あることを示したことである。これらにより、「KL ダ

イバージェンス（または Dual-IS ダイバージェンス）

の Moreau エンペロープ + 全変動」に対する最急降

下シフト写像（Foward ステップ）と、「指示関数 + ブ

ロックL1ノルム + L1ノルム」の近接写像（Backward

ステップ）を交互に繰り返す PFBS によって、近似問

題の解に収束する点列を生成することが可能となった。

これが、学術論文（Yukawa, Kagami 投稿中[14]）に

記したアプローチである。 

シミュレーション結果を図 2～図 4 に示す。 

図 2 は、合成データを用いた実験結果である。行列

W は一様分布からランダムに生成した。H* をスパー

ス（全成分の 50％が零値）かつ行スパース（行ベクト

ルのうち、20％が零ベクトル）な行列とし、ランダム

雑音 N を加えて Y = WH* +N とした。Y と W から

H*を推定し、推定誤差 H − H*の各成分の 2 乗和（フ

ロベニウスノルムの 2 乗）を評価した。ADMM は、

提案法と同様の目的関数を（補助変数を利用して）近

似なしで最小化した場合の性能を示している[11]。MU

と PGA は、損失関数を非負値制約の下で最小化した

場合の性能を示している。KL ダイバージェンス規準、

Dual-IS ダイバージェンス規準を用いた場合、提案法

の優位性が確認できる。 
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図 3 及び図 4 は、異なる 3 つの音楽データを用いて

自動採譜の実験を行なった結果を図示している。

F-measure が高いと高精度な自動採譜が達成できた

ことを表しており、Total error は低い方が良い。いず

れのダイバージェンス規準を用いた場合も、提案法の

優位性が確認できる。 

Remark：ダイバージェンス関数を Moreau エンペロープで

近似しているが、W に含まれるスペクトルと実際の楽曲

のスペクトルの間に誤差が存在すること、環境雑音が行列

Y に含まれることなどから、（近似なしの）ダイバージェ

ンス関数を厳密に最小化することにどれだけの意義があ

るかという点に疑問が生じる。目的関数が滑らかな関数に

なったこと、補助変数を用いないことによって余計な誤差

（双対変数の誤差が主変数に与える間接的誤差）を回避で

きることによる恩恵の方が近似誤差の影響よりも大きく、

それがシミュレーション結果に示された高い性能に繋が

ったと考えられる。教師なし学習は、初期値への依存性が

強く、音源数が既知である必要があるため、教師付き学習

が有効なアプローチであるのは間違いない。NMF を種々

の先験情報を取り入れた凸最適化問題として定式化し、最

適解へ収束する点列を生成する数値解法を構築できたの

は、大きな前進であるといえよう。 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

図２ 合成データに対する係数誤差の比較 

(a) EUC 規準を用いた場合 

(b) KL ダイバージェンス規準を用いた場合 

(c) Dual-IS ダイバージェンス規準を用いた場合 

図３ 音楽データを用いた実験結果 
（KL ダイバージェンスを用いた場合） 
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３．複素 NMF と時領域域アプローチ 

前節で述べたアプローチとは異なる 2つのアプロー

チについて述べる。 

 

３.１. KL ダイバージェンス規準複素 NMF 

第 1 節で紹介した音楽データに対する NMF では、

スペクトルの加法性を仮定していた。しかし、振幅ス

ペクトルやパワースペクトルは加法的ではない。実際

に加法性が成り立つのは、時間領域もしくは複素スペ

クトル領域である。このため、NMF により観測スペ

クトログラムを加法的な成分に分解したとしても、必

ずしも各音源に対応したスペクトログラムが得られる

保証はない。 

この問題を解決するため、複素 NMF と呼ばれる枠

組みが提案されている[15]。複素 NMF では、NMF に

おける各スペクトルテンプレートに位相スペクトルを

時変パラメータとして付加したモデルを用いている。

これにより、NMF と類似した考え方により複素スペ

クトル領域での信号分離が可能になった。従来、複素

NMF におけるパラメータ推定問題（NMF における行

列分解に相当）は、観測複素スペクトログラムと複素

スペクトログラムモデルとの 2 乗誤差（Y−WH の各成

分の絶対値の 2 乗和）を規準とした最適化問題として

定式化されており、効率的なパラメータ推定アルゴリ

ズムが提案されている。2 乗誤差以外の規準でのパラ

メータ推定アルゴリズムは、まだ提案されていなかっ

た。これは、複素 NMF で考えている問題が複素数値

同士の乖離度を評価する必要があるためである。一方、

NMF では、2 乗誤差、KL ダイバージェンス、板倉斎

藤擬距離を規準とした場合のパラメータ推定アルゴリ

ズムがそれぞれ提案されているが、経験的に KL ダイ

バージェンスを規準とした場合に高い音源分離性能が

得られることが知られている[16]。このことから、複

素 NMF においても、KL ダイバージェンスなどの 2

乗誤差以外の規準を用いた場合のパラメータ推定アル

ゴリズムを導出することができれば、より高い音源分

離性能が得られる可能性がある。 

そこで、まず 2 乗誤差規準の複素 NMF を解釈し直

し、これまで提案されていた複素 NMF のパラメータ

推定アルゴリズムが暗に最適化していた問題を双対形

式と定義した。双対形式を用いても、既存の複素 NMF

と同一のアルゴリズムが導かれる。ただし、複素数同

士の距離が「線形制約下における実数同士の距離」に

置き換わるため、2 乗誤差規準を KL ダイバージェン

ス規準で代用することが可能となる。これがポイント

である。実験的に、2 乗誤差規準の複素 NMF の分離

性能を上回ることを示した[12][13][17]。 

 

３.２ 時間領域低ランクスペクトログラム近似法 

3.1 節で述べた通り、従来の NMF では、実際には

成り立たない加法性を仮定している。複素 NMF では、

加法性の問題を解決したものの、実はまだ問題が残っ

図４ 音楽データを用いた実験結果 
（Dual-IS ダイバージェンスを用いた場合） 
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ている。複素 NMF では、位相スペクトログラムの各

要素が独立なパラメータとして扱われているが、実際

の時間周波数成分の位相は制約があり、互いに相関が

ある。なぜなら、時間周波数変換によって得られたス

ペクトログラムは、原信号の冗長表現になっているか

らである。例えば、STFT では信号の短時間フレーム

をオーバーラップさせてフーリエ変換し、それらを連

結することでスペクトログラムを得ている。従って、

得られたスペクトログラムの全ての要素は、オーバー

ラップした区間に含まれる波形の一貫性条件を満たす

必要がある。複素 NMF は、このような冗長性を考慮

していなかった。さらに、変換された信号の複素スペ

クトログラムは、元々の複素スペクトログラムと一致

しないため、この冗長性を考慮しない限り、推定され

た複素スペクトログラムから生成された時間領域信号

は一般に最適とは言えない。 

スペクトログラムの冗長性をうまく扱うため、NMF

に類する分離を時間領域で可能にする手法として、時

間領域スペクトログラム分離法（ Time-domain 

Spectrogram Factorization：TSF）と呼ばれる手法が

提案されている。TSF の最適化問題の定式化は、前節

で述べた複素 NMF の「双対形式」に基づいており、

「双対形式」における複素 NMF の推定パラメータを

時間領域信号と時間周波数変換基底の積とすることで

導かれる。このフレームワークでは、振幅スペクトロ

グラムの基底を得るという特性を保持しつつ、構成音

の時間領域信号を直接的に分離できる（既存の NMF、

複素 NMF では、推定されたスペクトログラムから時

間信号を取り出す後処理が必要である）。しかし、従来

の TSF アルゴリズムでは、大規模行列の逆行列を求め

るための計算時間が大きく、結果として、十分な性能

を得ることができなかった。この課題を解決するため、

大規模行列の逆行列演算を必要としない、補助関数法

と射影勾配法ベースのアプローチを提案した。特に、

時間周波数変換を STFTとしたときのアルゴリズムを

導き、分離性能が向上することを実証した[18]。 

 

４．将来の展望 

本研究で開発した手法が、音楽データの自動採譜・

音源分離のための基礎技術として広く利用されること

を期待する。画像や文書データなどに対しても、W を

予め用意するための情報を取得できるので、同様のア

プローチが適用できるであろう。今後もより精度を向

上させ、応用範囲の裾野を広げていけるよう研究を続

けたい。 
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